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RESUMO

A atividade de manutencédo é importante para garantir a vida util das maquinas florestais e interferem
diretamente na produtividade da operacdo de colheita mecanizada de madeira. Diante do exposto, 0
objetivo foi verificar se a aprendizagem de maquina alcangou boa performance na predi¢cdo do tipo de
atividade de manutencéo da maquina florestal autopropelida feller buncher. Com os dados coletados em
uma floresta plantada de Eucalyptus no sistema de colheita da madeira full tree, ponderamos os atributos
de data, horimetro e tipo de atividade de manutencédo do feller buncher. Foi aplicado 14 algoritmos de
aprendizagem de méquina utilizando as linguagens de programacdo R e Python. Os modelos Linear
Discriminant Analysis e Logistic Regression, via ensembled e default, respectivamente, alcancam
razoavel performance de predi¢do, ambos com Matthew's Correlation Coefficient igual a 0,29 e
precisdo de 0,51, para o tipo de atividade de manutencdo da méaquina florestal autopropelida feller
buncher, por meio do aprendizado de maquina.
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INTRODUCAO

As florestas plantadas representam cerca de 7% da cobertura florestal mundial,
representando aproximadamente metade da producdo global de madeira. Neste sentido, ha
crescente procura pelo género Eucalyptus, visto seu rendimento na producdo de matéria-prima
florestal, crescimento rapido e adaptabilidade em diversas condi¢fes edafoclimaticas. Em vista
disto, o género vem ganhando importancia econdmica e valor comercial (SABIU et al., 2017;
SPINELLLI, et al., 2018; ANDRADE et al., 2019; NOIA JUNIOR, et al., 2019).

A colheita de madeira pode ser conduzida mediante diferentes métodos e sistemas.
Dentre estes, destaca-se 0 método mecanizado e o sistema de colheita de arvores inteiras ou full
tree, composto pelas atividades de derrubada acumulada de arvores, executada pelo feller
buncher, arraste dos feixes de madeira para fora do talhdo por meio do grapple skidder e
processamento destes feixes na margem da estrada realizada pelo grapple saw (BILICI et al.,
2019, TASSINARI et al., 2019; LIMA, et al., 2020; MIYAJIMA, et al., 2020; GULCI et al.,
2021).

O feller buncher, maquina florestal autopropelida com rodados pneumaticos ou esteiras,
é equipado com cabecote com disco de corte. Fatores como topografia, volume por arvore,
tamanho da area de corte, entre outros, podem afetar sua produtividade e interferir nos custos
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de operagdo. Além destes, a manutencdo da maquina € de grande importancia, pois representa
60% dos dispéndios (SIMOES et al., 2018; DINIZ, et al., 2019; SOMAN, et al., 2019;
STRANDGARD, et al., 2019).

A manutencéo, definida como combinacédo de técnicas administrativas, de retencdo ou
restauracdo de um item para o estado em que realiza a funcéo requerida, influi no tempo de
operacdo e na eficiéncia da maquina. Para reduzir essa inatividade e os custos, vem buscando-
se predizer a manutencao por meio de aprendizagem de méaquinas. (CARVALDO, et al., 2019;
WIJESINGHE e MALLAWARACHCHI, 2019; CINAR, et al., 2020).

Com o desenvolvimento da inteligéncia artificial, a aprendizagem de maquinas é
amplamente aplicada em diversas &reas do conhecimento. Define-se aprendizagem de maquina
como um processo computacional que, a partir de dados de entrada, executa uma tarefa sem ser
estritamente programado. Busca reconhecer padrfes nos dados que informam como o0s
problemas invisiveis sdo tratados (LIAKQOS, et al., 2018; CARLEO, et al., 2019; WEI, et al.,
2019;).

Os algoritmos de aprendizagem de maquinas sdo subdivididos em trés categorias. O
aprendizado supervisionado utiliza dados de entrada e saida conhecidos para treinar o
algoritmo. O ndo supervisionado trata do reconhecimento de padrdes existentes nao
identificados dos dados. J& o aprendizado semi-supervisionado combina a funcdo de ambos,
podendo melhorar o desempenho em uma das tarefas (ALZUBI, et al., 2018;
ANGELOPOULOQS, et al., 2020; ENGELEN e HOOS, 2020; GAMBELLA, et al., 2021).

Diante do contexto, a predi¢cdo da atividade de manutencao é importante na reducéo de
custos e aumento da produtividade das maquinas florestais. Destarte, objetivou-se verificar se
a classificacao dos dados por aprendizagem de maquina alcancou boa performance na predicédo
do tipo de atividade de manutencdo da maquina florestal autopropelida feller buncher.

MATERIAL E METODOS

Desenvolveu-se o estudo a partir de dados coletados provenientes de florestas plantadas
de Eucalyptus, localizadas na regido Centro-Oeste do estado de Sao Paulo, Brasil. O sistema de
colheita da madeira utilizado foi o full tree, cuja operagdo de derrubada foi feita de forma
mecanizada, por meio do feller buncher. Foram estudados trés feller bunchers (FB) da marca
John Deere, sendo 0 FB1 do modelo 903K e 0 FB2 e FB3 do modelo 903M, cuja caracteristicas
estdo expostas a seguir:

O FB1 apresentava motor com poténcia nominal de 199 kW, massa aproximada de
29.630 kg, rodados de esteira, alcance maximo da grua de 7,01 m e horimetro com 35.842 horas
de uso acumuladas. Ja o FB2 apresentava motor com poténcia nominal de 213 kW, massa
aproximada de 31.590 kg, rodados de esteira, alcance maximo da grua de 7,01 m e horimetro
com 24.857 horas de uso acumuladas. O FB3 apresentava motor com poténcia nominal de 213
kW, massa aproximada de 31.590 kg, rodados de esteira, alcance maximo da grua de 7,01 m e
horimetro com 13.464 horas de uso acumuladas. Dessarte, os trés feller bunchers apresentavam
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0 cabecote de corte do modelo FR22B, composto por um disco de corte, com capacidade de
corte de 559 mm e capacidade de acimulo de 0,48 m3.

Ponderou-se os dados coletados a partir das instancias de horimetro e tipo de atividade
de manutencdo, a saber: manutencéo hidraulica, elétrica, mecanica e preventiva; sendo estas o
alvo da predicdo. Realizou-se o ajuste dos dados fazendo uso da linguagem de programacéo R,
a partir de pacotes como o doFuture, foreach, multidplyr, tidyverse (WICKHAM, et al., 2019;
ZHANG, et al., 2019; TOPCUOGLU, et al., 2021; RSTUDIO TEAM, 2022).

Ulterior a execucgéo do data wrangling, utilizou-se o aprendizado supervisionado, com
balanceamento de dados por oversampling — SMOTE, além do banco de dados dividido em
conjunto de teste e de treinamento com, respectivamente, 10% e 90% das instancias (LUO, et
al., 2019; PARSONS, et al., 2021).

Aplicou-se 14 algoritmos de aprendizagem de maquina, modo default, para posterior
selecdo dos algoritmos com melhor performance. Os selecionados passaram pelos processos de
tune, ensemble, blend, e stack, utilizando cross-validation, visando alcancar performances de
predicdo melhores.

As principais métricas utilizadas foram o coeficiente de correlagdo de Matthews ou
Matthew's Correlation Coefficient (MCC) e a Precisdo. O MCC varia nos intervalos de +1 e
-1, como acerto e erro de classificacéo, respectivamente. Ademais, quando o valor margeia 0,
a métrica indica aleatoriedade (CHICCO e JURMAN, 2020).

Foi conduzida a realizacéo do aprendizado de maquina pela linguagem de programacao
Python, utilizando as seguintes bibliotecas: Matplotlib, NumPy, Pandas, pycaret, Scikit-learn e
SciPy (JOLLY, 2018; LEMENKOVA, 2019; DOMINGUEZ, et al., 2021; PURCELL, et al.,
2022).

RESULTADOS E DISCUSSAO

Na analise exploratoria, a base de dados utilizada continha o atributo horimetro e o
atributo alvo tipo de atividade de manutencédo, ndo apresentou presenca de outliers. Dessarte,
com a aplicacdo dos algoritmos de aprendizagem aos dados de treinamento (Tabela 1), modo
default, foram selecionados trés diferentes algoritmos, a saber: Ada Boost Classifier, Linear
Discriminant Analysis, Logistic Regression.

Tabela 1. Performance obtida com a aplicacdo dos 14 algoritmos de aprendizagem de maquina
sobre 0 conjunto de treinamento.

Modelo MCC Precisao

Logistic Regression 0,22 0,52
Ridge Classifier 0,22 0,52
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Linear Discriminant Analysis 0,21 0,52
Ada Boost Classifier 0,14 0,47
Naive Bayes 0,13 0,23
SVM - Linear Kernel 0,10 0,34
CatBoost Classifier 0,10 0,47
Gradient Boosting Classifier 0,08 0,46
K Neighbors Classifier 0,06 0,39
Random Forest Classifier 0,06 0,43
Quadratic Discriminant Analysis 0,06 0,27
Extra Trees Classifier 0,05 0,43
Decision Tree Classifier 0,03 0,40
Dummy Classifier 0,00 0,10

No conjunto de teste (Tabela 2), destacaram-se tanto o0 modelo Linear Discriminant
Analysis no processo tuned, quanto o Logistic Regression no default.

Tabela 2. Performance obtida no conjunto de teste, a partir da aplicacdo dos modelos sobre o
conjunto de dados desconhecidos, nos processos Blend, Stack, Default, Ensembled, Tuned.

Modelo Processo MCC Preciséo
Modelo Combinado — Blend - 0,28 0,23
Modelo Combinado — Stacked - 0,28 0,23
Ada Boost Classifier Default 0,16 0,39
Ada Boost Classifier Ensembled 0,28 0,23
Ada Boost Classifier Tuned 0,28 0,23
Linear Discriminant Analysis Default 0,20 0,45

Linear Discriminant Analysis Ensembled 0,29 0,51
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Linear Discriminant Analysis Tuned 0,29 0,51
Logistic Regression Default 0,29 0,51
Logistic Regression Ensembled 0,29 0,51
Logistic Regression Tuned 0,29 0,51

O modelo Linear Discriminant Analysis no processo tune e o modelo Logistic
Regression no processo default, apresentaram maior performance, sendo estes com menor
complexidade. Apesar dos resultados apresentarem os maiores valores para as métricas MCC e
Precisdo, tais modelos necessitam de ajustes para alcancar melhores performances de predicao.

O principal ponto que influenciou para esta performance foi a baixa quantidade de
dados, comprometendo assim 0s modelos gerados. A base de dados continha apenas trés feller
bunchers com tempo de uso distintos, de 13.464, 24.857 e 35.842 horas, em média, formando
gaps no atributo horimetro e, consequentemente, limitando a performance preditiva dos
modelos gerados.

Na aprendizagem de maquina, sdo normalmente utilizados diversos atributos para
predicéo do atributo alvo, de modo a alcancar altas performances de predigdo (CHENG, et al.,
2020; KAPARTHI e BUMBLAUSKAS, 2020; AYVAZ; ALPAY, 2021). No estudo, foi
utilizado somente um atributo, horimetro, para a predicéo do atributo alvo, tipo de atividade de
manutencdo, o que pode ter comprometido a performance de predicéo.

CONCLUSOES

A predicdo do tipo de atividade de manutencao da maquina florestal autopropelida feller
buncher por aprendizagem de maquina atingiu baixa performance.

Dos modelos testados, o Linear Discriminant Analysis e o Logistic Regression, via tune
e default, apresentaram melhor performance.

A quantidade de dados néo foi suficiente para gerar uma boa performance nos modelos,
necessitando de ajustes tanto na base de dados quanto nos hiperparametros dos algoritmos de
aprendizagem, a fim de alcancarem melhores resultados.
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